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TrueDOP

(Kanäle: RGB + NIR, 
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Geht das auch mit 
3D-Daten?
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DL für 3D-Punktwolken

• DL für 3D-Daten ➔ „neues“ Forschungsthema

• Besondere Herausforderungen:

• Mangel an öffentlichen Trainingsdaten 

• Speziellen Eigenschaften von Punktwolken

(Bello 2020)



3D-DL Methoden - Begriffserklärung



3D-Gebäuderekonstruktion beim LGLN

• Automatische Ableitung aus 

ALKIS, Punktwolke und DGM

• Modellgetriebene/Regelbasierte 

Ableitung
• Software: novaFactory, tridicon

CityModeller

• Qualität: ca. 30 % fehlerhaft

• Hoher Aufwand für interaktive 

Nachbearbeitung
• nicht wirtschaftlich

• schlechte Aktualität

• Automatisierung wünschenswert

(Körner 2022)



3D-Gebäuderekonstruktion beim LGLN

• Automatische Ableitung aus 

ALKIS, Punktwolke und DGM

• Modellgetriebene/Regelbasierte 

Ableitung
• Software: novaFactory, tridicon

CityModeller

• ca. 30 % fehlerhaft

• Hoher Aufwand für interaktive 

Nachbearbeitung
• Teuer und nicht aktuell

• Unterstützung durch 

Automatisierung wünschenswert

(Körner 2022)

Könnte KI unterstützen?   JA!

Problem: Vielzahl an Trainingsdaten benötigt
- keine öffentlichen Trainingsdatensätze

- manuelle Erzeugung/Annotation aufwendig

Lösung: Automatisierte Trainingsdaten 
Erzeugung aus amtlichen Geodaten



ALKIS-Gebäude und
TrueDOP



3D-Punktwolken
(ALS und DIM)



3D-Gebäudemodelle
(LoD2)



Anforderungen an die Trainingsdaten

ANFORDERUNGEN

Datenformat

DiversitätUmfang

Größe

Qualität

z.B. Anzahl der Objekte

Repräsentativität

z.B. Vielzahl an Informationen 

( ttribute, Geometrien, …)

z.B. Ausmaße

z.B. Dachformen

z.B. ländliche Bauweise

z.B. vorstädtische Bauweise

z.B. innenstädtische Bauweise



Anforderungen: Aufgabenbereiche
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➢ ERGEBNIS: zwei Datensätze/Frameworks
o D1: Dachklassifikation

o D2: Gebäudeteilsegmentierung



Framework für D1 (Dachklassifikation)

INPUT

Punktwolken 
(ALS und DIM)

ALKIS-Grundriss

LoD2-Attribute

…
1000

3400

3500

4000Grundriss-
Geometrie 

First- und 
Traufhöhe

Points in Polygon

LoD2-
Dachform

OUTPUT

…

Geb-ID Dachform H_Trauf H_First …

   IL …4 S 3100 40,79 43,99

   IL … 5Mo 3500 40,45 43,95



• Samples für 13 verschiedenen 
Dachformen (AdV-Standard)

• Gesamtzahl: ca. 90.000 

• DIM und ALS-Punktwolken

Datensatz D1: Dachformklassifikation



• Training eines DL-Klassifikationsnetzwerk zur 
Dachformerkennung überprüfen

• PointNet (Qi et al. 2017)

• Verwendung sechs häufigsten Dachformen 

− Flach-, Pult-, Sattel-, Walm-, Krüppelwalm-
und Zeltdach

Dachformklassifikation mit PointNet

PointNet

Dachform

Satteldach Walmdach Zeltdach

✓✘ ✘

Ablauf:

• 1. Vorverarbeitung

• 2. Implementierung

• 3. Modelltraining

• 4. Modellevaluierung



Dachformklassifikation mit PointNet

Ablauf:

• 1. Vorverarbeitung

• 2. Implementierung

• 3. Modelltraining

• 4. Modellevaluierung
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Accuracy: 89,95 % 86,01 % 70,44 %



Korrektheit der LoD2-Dachklasse

• Manuelle Beurteilung anhand DOP und Punktwolke

− ca. 90 % der Dachformen sind korrekt

Qualität der LoD2-Eingangsdaten



Datensatz mit gelabelten Punktwolken nach Gebäudeteilen

• Ableitung aus LoD2 (manuell/qualitätsgeprüft) und ALS

• Anzahl Gebäudeobjekte (cityjson): ~ 285.000

Datensatz D2: Gebäudeteilsegmentierung
DOP

LOD2

Punktwolke

Bsp. aus D2: St. Josephkirche (Braunschweig)



           

Gebäudeteilextraktion aus Punktwolken mittels DL-Segmentierungsnetzwerk

• Automatische Zerlegung komplexer Gebäude in Gebäudeprimitive

− 1 Gebäude => n Gebäudeteile

• Training eines Segmentierungsnetzwerks

− Part-Segmentierung oder Instanz-Segmentierung

Datensatz D2: Gebäudeteilsegmentierung



• Geodaten des LGLN eignen sich als Trainingsdaten

− Frameworks zur automatisierten Ableitung => zwei Trainingsdatensätze

− Nutzbarkeit für das Training von DL-Netzwerken

− Allerdings: grobe Fehler in den Daten nicht ausgeschlossen => KEINE Benchmarks 

• Trainingsdatensätze: Grundlage für zukünftige Untersuchungen

• Synthetische Erweiterung der Trainingsdatensätze

− Data Augmentation für 3D-Punktwolken

− LoD2-/CAD-Modelle von Dachformen zu 3D-Punktwolken

• Unterstützung bestehender Prozesse in der LoD2-Erzeugung

− End-to-End Deep Learning Modelle (z.B. Point2Roof [Li et al. 2022])

Fazit und Ausblick



Kontakt:
mike.engel@lgln.niedersachsen.de

Follow us: @LGLN

@LGLN_Developers

Vielen Dank für Ihre Aufmerksamkeit!
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